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摘要：由于能见度具有局地性和复杂的非线性变化特征，一直是精细化预报的难点。人工神经网

络对复杂变化过程的模拟能力较高，为解决这一难题提供了可能性。本文采用循环神经网络，利

用福州气象观测站地面观测数据，建立了福州单站能见度短临预报模型，并就预报能力进行了评

估。随机检验结果表明，在 １ ｈ、３ ｈ、６ ｈ时效上，循环神经网络的预报与观测的变化趋势一致性较
好；均方根误差比基于实况的预报分别减小 １５ ７５％、３１ ６６％、４１ ２６％，说明具备较好的预报能力；
平均绝对值误差比传统 ＢＰ 神经网络分别减小 １２ ９０％、２４ ４５％、３８ ９９％，表明循环神经网络对能
见度预报具有优势，为能见度的精细化短临预报提供了新途径。
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引言

能见度反映大气浑浊的程度，是气象观测的常

规项目 。大气低能见度是重要危险天气，严重影响

着航空航海和道路交通［１］。低能见度事件如雾的

产生是物理、化学、辐射过程在不同空间和时间尺

度上活动的结果。这些过程受到局部地形条件如

不规则地形、海陆边界、海面条件，和大气状态如污

染物、云凝结核、冷却率、湿度、热通量的影响［２－３］。

虽然大气观测手段不断提高，相关研究成果不断涌

现，但气溶胶浓度改变、湍流混合、辐射等复杂过程

及其在短时间、小尺度上的变化仍使低能见度预测

困难［４］。

目前，能见度预报的主要方法有天气图诊断分

析，数值模式和统计模型［１］。天气图诊断分析难以

实现定时定量的精细化预报；在数值模式中，根据

ＧＵＬＴＥＰＥ提出的一种基于可见光消光理论的微物
理参数化方法以及 ＫＯＳＣＨＭＩＥＤＥＲ 公式，能见度可
以使用参数化方案进行计算［３］：

Ｖｉｓ ＝ ５ １２６ （ρｗ ｒｅｆｆ）／（Ｑｅｘｔ ＣＬＷ） （１）
其中 Ｖｉｓ表示能见度，ρｗ为液态水密度，ｒｅｆｆ为有效半
径，Ｑｅｘｔ为常数，ＣＬＷ为液态水含量。但由于数值模
式对液态水含量、雾滴数浓度、粒径等重要微物理

参数的预报能力有限，雾等低能见度事件的定量预

测仍然是一个难题［５－７］；统计模型中，传统的回归模

型如线性回归、逐步回归，可以直观展示预报量和

预报因子的关系，但在解决复杂非线性变化上有局

限性。

作为统计模型的一种，人工神经网络（ａｒｔｉｆｉｃｉａｌ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋ，ＡＮＮ）由以一定方式互相连接的神
经元构成能够描述和模拟许多复杂的行为。神经

网络系统具有集体运算能力和自适应的学习能力，

可实现函数逼近、数据聚类、优化计算、自适应模式

识别和非线性预测等功能［８］。在理论上，可以无限

逼近任意连续函数。人工神经网络的这种特性，为

能见度的精细化预报提供了可能。刘德等［９］利用

数值预报产品、站点观测资料及重庆雾的实况资料

建立重庆雾的 ＢＰ 神经网络（ｂａｃｋｐｒｏｐａｇａｔｉｏｎ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋ，ＢＰＮＮ）预测模型，对重庆雾进行短期预报
并取得了一定的效果；李法然等［８］应用 ＢＰ 神经网
络建立湖州市大雾预报模型；李沛等［１］利用 ＢＰ 神
经网络建立北京地区能见度预报模型，平均绝对值

误差为 ４ ４２ ｋｍ，好于统计回归预报方法。徐志鹏
等［１０］使用 ＢＰ 神经网络建立了青岛近岸逐小时的

能见度分级预报模型。

可以看到，作为人工神经网络的一种，ＢＰ 神经
网络曾在能见度预报中得到应用，并取得了一定效

果。而近些年来，数学和计算机技术迅速发展，一

些新的神经网络逐渐涌现出来，并被归类为深度学

习方法，深度学习强调使用复杂结构和多重非线性

变换对数据进行高层次抽象，能够处理各种复杂非

线性问题。其中，循环神经网络由于其独特的结

构，能够接受并理解长时间序列［１１］，识别气象要素

的变化趋势，从数据中抽象出更多有效信息。本文

应用循环神经网络对福州气象观测站的历史观测

数据建立单站能见度短临预报模型，进行能见度定

量预报，用多种指标评判该种方法的预报效果，并

与 ＢＰ 神经网络的预报效果进行对比，探究循环神
经网络在能见度短临预报上的可行性和预报能力，

为能见度的精细化预报提供新的途径。

１　 数据与方法

１．１　 数据集
福州气象观 测 站 位 于 福 建 省 东 部 沿 海

（１１９ ３°Ｅ，３６ １°Ｎ），海拔 ８４ ｍ。本文采用其 ２０１６
年 １月 １日至 ２０１８年 ８月 ２１ 日逐 ５ ｍｉｎ 地面观测
资料。其中，无连续缺省的要素为风向（０ ～ ３６０°）、
风速（ｍ·ｓ－１）、海平面气压（ｈＰａ）、６ ｈ 降水（ｍｍ）、
露点（℃）、温度（℃）、能见度（最大量程 ３５ ｋｍ）。
前人研究指出地面气压、风、相对湿度是能见度变

化的重要影响因子［１２］，同时，福州地区时常有雨雾

发生。因此，选取全部无连续缺省的要素作为预报

因子，并去除能见度缺测的时刻，总计 ２００ ０００ 个样
本。除风向以外的预报因子按照下式进行标准化

处理：

　 ｘ ＝（ｘ－Ｘｍｉｎ）／（Ｘｍａｘ－Ｘｍｉｎ） （２）
上式为 ｍｉｎ－ｍａｘ标准化转换公式，其中 ｘ 是某时刻
某要素的值，Ｘｍｉｎ是数据集中该要素的最小值，Ｘｍａｘ
是数据集中该要素的最大值，ｘ是标准化之后的
值。该标准化公式可将数据映射到［０，１］区间，解
决各要素量纲及数量级不一致的问题，同时也可提

高模型建立的效率。

使用风向的正弦值和余弦值表示风向：

θ ＝（ｓｉｎ（θ），ｃｏｓ（θ）） （３）
其中 θ是某时刻的风向（０～３６０°），θ为该时刻风向
标准化之后的值。即风向被表示为两个值：风向的

正弦值和风向的余弦值［１３］，同样将风向信息映射到

［０，１］区间。

７７
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１．２　 循环神经网络简介
如图 １ 所示，循环神经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ

Ｎｅｔｗｏｒｋ，ＲＮＮ）中每一个节点 Ａ包含一系列时间步
ｔ。某一个节点 Ａ的输入不仅包括输入 Ｘ 还包括该
节点上一个时间步的输出，从而生成一个输出 ｈ。
这个过程可以表示为该节点自己对自己存在一个

反馈环路（等号左侧）。如果把这个环路展开，就会

展现为等号右侧的形式：在每一个时间步中，该节

点获取对它的输入 Ｘｔ和上一个节点的输出 ｈｔ－１，执
行运算获取一个输出 ｈｔ，这个输出也会被提供给下
一个时间步 ｔ ＋ １ 作为它的输入。基于这种结构，
ＲＮＮ可以接受时间序列作为输入，理解并记忆序列
的变化信息［１４］。当使用气象要素时间序列作为输

入时，ＲＮＮ可以识别该序列中蕴含的变化趋势，而
并非仅仅将其看作一个个离散的要素。ＲＮＮ 的这
种特性，使其相比于 ＢＰ 神经网络等，能够在同样的
数据中提取更多的特征。

本 文 使 用 的 是 由 ＨＯＣＨＲＥＩＴＥＲ ａｎｄ
ＳＣＨＭＩＤＨＵＢＥＲ［１５］提出的 Ｌｏｎｇ ＳｈｏｒｔＴｅｒｍ Ｍｅｍｏｒｙ
Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ（ＬＳＴＭＲＮＮ），是 ＲＮＮ 的
一种改良形态，解决了原始 ＲＮＮ中随时间步长增大
而出现的梯度消失问题，可以处理长达 １ ０００ 步的
时间步长。

图 １　 循环神经网络基本结构示意图
Ｆｉｇ．１　 Ｂａｓｉｃ ｓｔｒｕｃｔｕｒｅ ｏｆ ＲＮＮ （Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ）

１．３　 模型建立
采用输入层和隐藏层均为 ＬＳＴＭＲＮＮ、输出层

为全连接层的 ３层神经网络。对所有样本进行 ｍｉｎ
ｍａｘ标准化之后，随机选取其中的 ８０％作为训练样
本，２０％作为测试样本。为了保证测试样本中各样
本具有较好的独立性，将测试样本进行了随机排

序，评价误差和计算相关系数。训练样本用于建立

预报模型，测试样本用于测试模型的预报效果。输

入以上全部预报因子及能见度的 １２ ｈ逐 ５ ｍｉｎ时序
变化序列（三阶张量（１６０ ０００，１４４，８），１６０ ０００个训
练样本、１４４ 个时间步长、８ 个因子），输出为 １ ｈ、
３ ｈ、６ ｈ之后的能见度值。

为对比 ＲＮＮ 和 ＢＰ 的预报效果，使用同一套数
据利用 ＢＰ 神经网络建立了能见度预报模型。
１．４　 评价方法

假设有一组预报值 ｛ｆ１，ｆ２，…，ｆｎ｝，其实测值为

｛ｙ１，ｙ２，…，ｙｎ｝，预报值平均值 ｆ
－
，实测值平均值

为 ｙ
－
。

平均绝对值误差公式为：

ＭＡＥ ＝
１
ｎ∑

ｎ

ｉ ＝ １
｜ （ｆｉ － ｙｉ）｜ （４）

与平均误差相比，平均绝对值误差由于误差值

被绝对值化，不会出现正负相抵消的情况，因而后

者能更好地反映预测值误差的实际情况。

均方根误差公式为：

ＲＭＳＥ ＝
１
ｎ∑

ｎ

ｉ ＝ １
（ｆｉ － ｙｉ）槡

２ （５）

均方根误差反映了误差的离散程度，均方根误

差越小，说明误差值变化越小，模型对所有样本点

的预报能力是近似一致的。

相关系数计算公式为：

ｒ ＝
∑
ｎ

ｉ ＝ １
（ｆｉ － ｆ

－
）（ｙｉ － ｙ

－
）

∑
ｎ

ｉ ＝ １
（ｆｉ － ｆ

－
）

槡
２ ∑

ｎ

ｉ ＝ １
（ｙｉ － ｙ

－
）

槡
２

（６）

相关系数反映了预报值与实测值变化趋势的

符合程度。

时滞相关性指两组数据错开 ｍ 个（ｍ 为整数）
时间单位后它们之间的相关性，如果两组数据之间

的时滞相关系数比同期相关系数大，则说明两组数

据之间有时滞相关性。

对于一组预报值｛ｆ１，ｆ２，…，ｆｎ｝，预报值平均值

为 ｆ
－
，对应实测值为｛ｙ１，ｙ２，…，ｙｎ｝，实测值平均值

为 ｙ
－
，当滞后 ｍ（ｍ＜ｎ）个时间单位后，二者之间的时

滞相关系数为：

ｒｍ ＝
∑
ｎ

ｉ ＝ １
（ｆｉ － ｆ

－
）（ｙｉ－ｍ － ｙ

－
）

∑
ｎ

ｉ ＝ １
（ｆｉ － ｆ

－
）

槡
２ ∑

ｎ

ｉ ＝ １
（ｙｉ－ｍ － ｙ

－
）

槡
２

（７）

低能见度预报评估指标定义如下。

１）命中：实测值＜１ ０００ ｍ，预报值＜１ ０００ ｍ。
２）漏报：实测值＜１ ０００ ｍ，预报值＞１ ０００ ｍ。
３）空报：实测值＞１ ０００ ｍ，预报值＜１ ０００ ｍ。
４）正确否定：实测值＞１ ０００ ｍ，预报值＞１ ０００ ｍ。

８７
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２　 结果分析

２．１　 模型预报效果随机检验
表 １为模型在测试样本中的各种误差指标。可

以看到，ＲＮＮ在 １ ｈ、３ ｈ、６ ｈ 测试样本中，模型平均
绝对值误差分别为 ２ ２１５ ７７ ｍ、３ ０２７ ５３ ｍ、
３ ０３９ ８６ ｍ，均方根误差分别为 ３ ５５８ ３９ ｍ、
４ ３２８ ２４ ｍ、４ ７７５ ６４ ｍ。预报值与实测值的相关
系数分别为 ０ ９２８ ５、０ ８９３ ０、０ ８８９ ８，说明预报值
与实测值的变化趋势良好吻合。随着预报时效的

延长，预报准确度有所降低。与基于实况的预报

（直接使用预报时效前的能见度实况作为预报值，

即分别使用 １ ｈ、３ ｈ、６ ｈ 前的能见度实况值作为目

标时刻能见度的预报值）相比，均方根误差减小

１５ ７５％、３１ ６６％、４１ ２６％，并且，不论在何种评价
方式上，ＲＮＮ的预报效果均好于基于实况的预报。
随着预报时效的延长，ＲＮＮ 的优势愈加明显，说明
ＲＮＮ在给出预报值的过程中，充分应用了各预报因
子及其时序信息，而并非只考虑到了能见度实况，

确实具有预报能力。

表 ２为 ＢＰ 神经网络预报效果，由表 １和表 ２对
比可以看出：在 １ ｈ、３ ｈ、６ ｈ 预报中，ＲＮＮ 平均绝对
值误差比 ＢＰ 神经网络分别减小 １２ ９０％、２４ ４５％、
３８ ９９％。随着预报时效的延长，ＲＮＮ 相对于 ＢＰ 的
优势更明显。其他各指标也表现出了类似的趋势。

表 １　 ＲＮＮ与基于实况的预报在不同预报时效下的误差对比
Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ １－ｈ，３－ｈ，ａｎｄ ６－ｈ ｆｏｒｅｃａｓｔ ｅｒｒｏｒ ｂｅｔｗｅｅｎ ＲＮＮ ａｎｄ ｆｏｒｅｃａｓｔ ｂａｓｅｄ ｏｎ ａｃｔｕａｌ ｓｉｔｕａｔｉｏｎｓ

预报时效 ／ ｈ
平均绝对值误差 ／ ｍ

（ＲＮＮ ／基于实况的预报）

均方根误差 ／ ｍ

（ＲＮＮ ／基于实况的预报）

预报值与实测值的相关系数

（ＲＮＮ ／基于实况的预报）

１ ２ ２１５ ７７ ／ ２ ３８２ ８５ ３ ５５８ ３９ ／ ４ ２２３ ４０ ０ ９２８ ５ ／ ０ ９０２ ２

３ ３ ０２７ ５３ ／ ４ １１４ ７１ ４ ３２８ ２４ ／ ６ ３４８ ００ ０ ８９３ ０ ／ ０ ７８２ ８

６ ３ ０３９ ８６ ／ ５ ５５３ ７３ ４ ７７５ ６４ ／ ８ １２９ ７３ ０ ８８９ ８ ／ ０ ６２９ ９

表 ２　 ＢＰ神经网络在不同预报时效下的误差
Ｔａｂｌｅ ２　 Ｏｎｅ－ｈ，３－ｈ，ａｎｄ ６－ｈ ｆｏｒｅｃａｓｔ ｅｒｒｏｒ ｏｆ ＢＰＮＮ （Ｂａｃｋ Ｐｒｏｐａｇａｔｉｏｎ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ）

预报时效 ／ ｈ 平均绝对值误差 ／ ｍ 均方根误差 ／ ｍ 预报值与实测值的相关系数

１ ２ ５４３ ９１ ４ １０３ ０６ ０ ９０３ ２

３ ４ ００７ ３５ ５ ８１８ ４６ ０ ８０１ ６

６ ４ ９８３ ０８ ６ ８８７ ０５ ０ ６９４ ５

　 　 综上所述，ＲＮＮ、ＢＰ 在整体上均有一定的预报
效果，但 ＲＮＮ在各项指标上均好于 ＢＰ。以上是随
机检验的结果，测试样本中的能见度变化范围为

６１ ｍ到 ３５ ０００ ｍ。为了检验模型对低能见度事件的
预报能力，下面，针对一次低能见度事件检验 ＲＮＮ
的预报效果。

２．２　 一次低能见度事件的预报试验
２０１６年 ３月 １２日 ２３时（北京时间，下同），在福

建沿海出现了一次由海雾导致的低能见度事件。地

面天气图表明一个高压中心位于日本岛附近，高压脊

向西南延伸到我国东部沿海地区［１６］。受此高压影

响，福州沿岸为东北风，该向岸的东北风为福州地区

带来丰富水汽，有利于发生大雾（图 ２）。在雾发生发
展时段能见度明显下降；雾持续过程中能见度较低但

有明显波动；雾消散时段能见度迅速升高（图 ３）。这
种能见度的变化特征与前人的观测研究［３］类似。

利用上述预报模型对该低能见度事件进行 １ ｈ、
６ ｈ预报，结果表明：ＲＮＮ能够基本预报出此次低能
见度事件并反映出雾的发生发展、维持、消散过程。

对于 １ ｈ预报，在雾发生发展和消散时段，能见度下
降和上升的幅度与观测相当，但能见度突变点上预

报稍有滞后。总体上 ＲＮＮ 对于低能见度的预报能
力明显强于 ＢＰ（图 ３ａ）。对于 ６ ｈ预报，能见度下降
和上升的幅度均明显比观测平缓（图 ３ｂ）。

表 ３ 为此次个例中 ＲＮＮ 与 ＢＰ 在不同预报时
效下的误差。１ ｈ、６ ｈ预报中 ＲＮＮ平均绝对值误差
分别为 １ ０１０ ３４ ｍ、２ ５６６ ３５ ｍ，而随机检验中分别
为 ２ ２１５ ７７ ｍ、３ ０３９ ８６ ｍ。个例中各误差值小于
随机检验，可能是由于个例中的样本以低能见度为

主。相比于 ＢＰ 神经网络，１ ｈ、６ ｈ预报中 ＲＮＮ平均
绝对值误差分别减小 ４９ ６７％、２７ ４６％，均方根误差
分别减小 ２９ ７６％、２２ １８％。从个例验证中可以更

９７
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图 ２　 ２０１６年 ３月 １２日 ２３时地面天气图（红点标注为福州气象观测站的位置）
Ｆｉｇ．２　 Ｓｕｒｆａｃｅ ｓｙｎｏｐｔｉｃ ｃｈａｒｔ ａｔ ２３：００ ＢＳＴ ｏｎ １２ Ｍａｒｃｈ ２０１６ （ｔｈｅ ｒｅｄ ｄｏｔ ｆｏｒ ｔｈｅ ｌｏｃａｔｉｏｎ ｏｆ Ｆｕｚｈｏｕ Ｍｅｔｅｏｒｏｌｏｇｉｃａｌ Ｏｂｓｅｒｖａｔｉｏｎ

Ｓｔａｔｉｏｎ）

图 ３　 一次低能见度事件中预报与观测结果对比（ａ．１ ｈ预报，ｂ．６ ｈ预报）
Ｆｉｇ．３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｆｏｒｅｃａｓｔ ｒｅｓｕｌｔｓ ａｎｄ ｏｂｓｅｒｖａｔｉｏｎｓ ｉｎ ａ ｌｏｗｖｉｓｉｂｉｌｉｔｙ ｅｖｅｎｔ （ａ． １－ｈ ｆｏｒｅｃａｓｔ，ｂ． ６－ｈ ｆｏｒｅｃａｓｔ）

明显地看到随预报时效的延长预报准确度降低。

表 ３　 ＲＮＮ与 ＢＰ在不同预报时效下的误差
Ｔａｂｌｅ ３　 Ｏｎｅ－ｈ ａｎｄ ６－ｈ ｆｏｒｅｃａｓｔ ｅｒｒｏｒｓ ｏｆ ＲＮＮ ａｎｄ ＢＰＮＮ

预报时效 ／ ｈ
平均绝对值误差 ／ ｍ

（ＲＮＮ ／ ＢＰＮＮ）

均方根误差 ／ ｍ

（ＲＮＮ ／ ＢＰＮＮ）

１ １ ０１０ ３４ ／ ２ ００７ ５３ １ ６１８ ６８ ／ ２ ３０４ ６９

６ ２ ５６６ ３５ ／ ３ ５３７ ７１ ３ ４９８ ８３ ／ ４ ４９６ ２４

２．３　 能见度≤１ ０００ ｍ条件下预报能力评测
低能见度（能见度≤１ ０００ ｍ）对人类活动影响

最大，是气象部门进行能见度预报的重点。以下，

在此次低能见度事件中对能见度观测值≤１ ０００ ｍ
的时段进行模型预报能力评估。

表 ４为预报时效 １ ｈ、６ ｈ 的各误差指标。预报
时效为 １ ｈ、６ ｈ 时，平均绝对值误差分别为
６５３ １７ ｍ、１ ８１４ ９３ ｍ，均 方 根 误 差 分 别 为
７９１ ３０ ｍ、２ ４６８ ５１ ｍ。６ ｈ相比于 １ ｈ 误差明显变
大。１ ｈ、６ ｈ预报中空报均较少，漏报均较多。说

０８
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明，该种方法对能见度的预报整体偏高。

在 １ ｈ、６ ｈ时效上分别计算了预报值和观测值
的时滞相关系数。如图 ４ 所示，预报时效为 １ ｈ 时
相关系数在时滞为 １ ｈ时达到最大，预报时效为 ６ ｈ

时相关系数在时滞为 ６ ｈ 时达到最大，说明模型预
报效果对实况存在依赖，若能结合模式预报结果，

这种滞后性有可能得到改善。

表 ４　 低能见度部分误差评测（ＲＮＮ）
Ｔａｂｌｅ ４　 Ｅｖａｌｕａｔｉｏｎ ｏｆ １－ｈ ａｎｄ ６－ｈ ｆｏｒｅｃａｓｔ ｅｒｒｏｒｓ ｉｎ ｔｈｅ ｌｏｗ－ｖｉｓｉｂｉｌｉｔｙ ｃａｓｅ （ＲＮＮ）

预报时效 ／ ｈ 平均绝对值误差 ／ ｍ 均方根误差 ／ ｍ 命中 ／次 空报 ／次 漏报 ／次 正确否定 ／次

１ ６５３ １７ ７９１ ３０ ２７ ２ ２９ ２８

６ １ ８１４ ９３ ２ ４６８ ５１ ２３ ０ ３３ ２８

图 ４　 时滞相关系数
Ｆｉｇ．４　 Ｌａｇ ｃｏｒｒｅｌａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔ

图 ５　 厦门气象观测站一段时间序列中 １ ｈ预报与观测结果对比（ａ．序列 １，ｂ．序列 ２）
Ｆｉｇ．５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｆｏｒｅｃａｓｔ ａｎｄ ｏｂｓｅｒｖａｔｉｏｎ ｒｅｓｕｌｔｓ ｉｎ ｔｉｍｅ ｓｅｒｉｅｓ ａｔ Ｘｉａｍｅｎ Ｍｅｔｅｏｒｏｌｏｇｉｃａｌ Ｏｂｓｅｒｖａｔｉｏｎ Ｓｔａｔｉｏｎ （ａ． Ｓｅｒｉｅｓ １，

ｂ． Ｓｅｒｉｅｓ ２）

　 　 使用观测资料进行预报时该种滞后性并非总
是存在。图 ５为利用厦门气象观测站的 ２段时间序
列进行预报效果检验的结果，可以看到在２０１６年

１月 ２７日 ０２时和 ４月 ５日 ０８时的能见度突变点均
被较好地预报了出来。

２．４　 模型输入因子对预报结果的影响
为了探究模型输入因子对预报结果的影响，使

用风速、风向的正弦值、风向的余弦值、温度、露点、

能见度等 ６个气象要素建立预报模型，并与风速、风
向的正弦值、风向的余弦值、海平面气压、６ ｈ 降水、
露点、温度、能见度等 ８个气象要素建立的模型进行
对比。结果表明，当输入因子减少为 ６个时，预报效
果较使用 ８因子模型整体偏差（表 ５）。说明使用较
多的预报因子有利于 ＲＮＮ 从更多的数据中提取有
效信息，提高预报能力。
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表 ５　 不同因子个数预报模型效果对比
Ｔａｂｌｅ ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｆｏｒｅｃａｓｔｉｎｇ ｓｋｉｌｌｓ ｂｙ ｍｏｄｅｌｓ ｕｓｉｎｇ ｄｉｆｆｅｒｅｎｔ ｎｕｍｂｅｒ ｏｆ ｆａｃｔｏｒｓ

要素个数 预报时效 ／ ｈ
测试样本平均

绝对值误差 ／ ｍ

测试样本

均方根误差 ／ ｍ

测试样本

相关系数

个例平均

绝对值误差 ／ ｍ
个例均方差 ／ ｍ

８
１ ２ ２１５ ７７ ３ ５５８ ３９ ０ ９２８ ５ １ ０１０ ３４ １ ６１８ ６８

６ ３ ０３９ ８６ ４ ７７５ ６４ ０ ８８９ ８ ２ ５６６ ３５ ３ ４９８ ８３

６
１ ２ ２３６ １１ ３ ６１１ ４０ ０ ９２６ ３ １ １０３ ６４ １ ６９６ ８７

６ ３ ２４７ ７４ ４ ８１４ ８０ ０ ８８６ ７ ２ ４００ ７０ ３ ９２４ １０

３　 结论

本文利用循环神经网络，采用福州地面观测资

料建立了福州单站能见度短临预报模型，并进行了

随机样本测试和个例预报检验，同时与 ＢＰ 神经网
络的效果进行了对比，得到如下结论。

１）随机检验表明：循环神经网络在 １ ｈ、３ ｈ、６ ｈ
预报的测试样本中（４０ ０００ 个独立样本）预报与观
测的相关系数分别为 ０ ９２８ ５、０ ８９３ ０、０ ８８９ ８，预
报与观测的变化趋势一致性较好。平均绝对值误

差和均方根误差均有随预报时效延长而增大的

趋势。

２）不论在何种评价方式上，循环神经网络的预
报效果均好于基于实况的预报，表明其具备较好的

预报能力。在 １ ｈ、３ ｈ、６ ｈ 预报中平均绝对值误差
比 ＢＰ 神 经 网 络 分 别 减 小 １２ ９０％、２４ ４５％、
３８ ９９％，同时在各种误差指标上均好于 ＢＰ 神经
网络。

３）在一次海雾导致的低能见度事件中，循环神
经网络能够基本预报出此次低能见度事件并反映

出雾的发生发展、维持、消散过程。１ ｈ、６ ｈ 的预报
的平均绝对值误差分别为 １ ０１０ ３４ ｍ、３ ５３７ ７１ ｍ，
随着预报时效延长，误差有增大的趋势。相比 ＢＰ
神经网络，循环神经网络平均绝对值误差分别减小

４９ ６７％、２７ ４６％，均方根误差分别减小 ２９ ７６％、
２２ １８％。总体上 ＲＮＮ对于低能见度的预报能力明
显强于 ＢＰ 神经网络。

４　 讨论

统计结果表明，空报很少，漏报较多，说明模型

预报的能见度整体偏高。可能与建模时所采用的

数据集中高能见度样本占大多数有关。如果数据

集中低能见度样本增多，并且使用更大的数据集进

行建模，可能改善预报值偏高的问题。

在部分能见度突变时段的预报存在滞后于观

测的情况，说明模型的预报效果对实况的依赖性，

若能结合模式预报结果，这种滞后性有可能得到

改善。

随机检验显示，随着预报时效的延长，预报准

确度有所降低。但 ３ ｈ较 １ ｈ的下降比 ６ ｈ较 ３ ｈ的
下降明显，说明随时效的延长，对实况的依赖有所

减少。

前人使用 ＢＰ 神经网络对能见度的预报表明：
使用少数关键因子可以提高预报效果［１０］。而循环

神经网络中，使用少数关键预报因子预报时结果变

差，说明循环神经网络可以从更多的数据中提取有

效信息，并将其应用到预报中，从而提高预报能力。

在建立模型时可选取尽可能多的相关因子。

本文仅使用了一个低能见度过程进行了预报

试验，对试验结果的统计具有一定的局限性。今后

将使用更多个例对试验结果进行检验。
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