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引言

海雾是发生在海洋边界层大气中ꎬ由于水汽凝

结而产生大量水滴(或冰晶) [１]ꎬ使得大气水平能见

度小于 １ ｋｍ 的天气现象ꎮ 因大气能见度降低ꎬ海雾

可导致船只碰撞、触礁等事故ꎬ给人民生命财产造成

巨大损失ꎬ夜间尤甚ꎮ 因此ꎬ对于海雾的监测是极其

重要的ꎮ 目前海上观测数据匮乏ꎬ海岛、船舶、浮标

等离散站点无法对广阔海域的海雾进行实时监测ꎬ
卫星遥感技术具有高时空分辨率的特点ꎬ其逐渐成

为研究海雾等天气现象的重要工具和手段[２－４]ꎮ 西

北太平洋是“一带一路”重点海域ꎬ且在全球范围内

夏季海雾发生频率最高、覆盖面积最大[５]ꎬ具有重

要的研究意义ꎮ
根据可见光数据、纹理特征等信息ꎬ日间海雾卫

星检测算法多样化ꎬ如通过卫星光谱分析得到区分

雾与晴空、低云的固定阈值[６－７]ꎬ将红外通道亮温与

海表面温度相结合[８]、引入归一化近红外水汽吸收

区指数[９] 的动态阈值法ꎬ多波段阈值法融合决策

树[１０]等ꎮ
而夜间雾区的检测ꎬ主要使用基于中红外(约

３.７ μｍ)和热红外(约 １１ μｍ)通道亮温差的双通道

差值法( ｄｕａｌ ｃｈａｎｎｅｌ ｄｉｆｆｅｒｅｎｃｅꎬＤＣＤ) [１１－１５]ꎮ 由于

云雾在热红外波段的发射率接近 １ꎬ而在中红外波

段的发射率仅为 ０.８ ~ ０.９ꎬ中红外波段的亮温高于

热红外波段通常意味着晴朗或部分多云的天空ꎬ中
红外波段的亮温较低通常意味着中高云、海洋

等[１６－１７]ꎮ 然而ꎬ目前在不同海域的 ＤＣＤ 法阈值仍

难以 界 定ꎮ Ｇａｏ 等[１４] 基 于 ＭＴＳＡＴ￣１Ｒ 卫 星 的

３.７ μｍ、１０. ７ μｍ 通道亮温差数据ꎬ选择 － ５. ５ ~
－２.５ Ｋ作为黄海夜间海雾 /层云的阈值区间ꎮ 对于

西北太平洋海雾 /低云( ｓｅａ ｆｏｇ / ｌｏｗ ｓｔｒａｔｕｓꎬＳＦＬＳ)ꎬ
发现该阈值区间内可能混淆有中高云ꎬ－２.５ Ｋ 附近

对不同分类的边界划分较难ꎬ且无法识别中高云、晴
空水体[１８]等其他目标物ꎮ 图 １ 给出了 ２０１６ 年 ６ 月

１９ 日一次 ＳＦＬＳ 个例ꎬＤＣＤ 法检测该个例存在较多

误判ꎮ

中长波红外亮温通道对于检测夜间 ＳＦＬＳ 仍然

具有重要作用ꎬＳＦＬＳ 与其他区域存在温差ꎬ或许可

尝试使用机器学习方法学习不同目标分类之间的差

异ꎮ 考虑 到 卷 积 神 经 网 络 ( ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋꎬＣＮＮ) [１９－２０]在语义分割领域具有优秀的处

理非线性问题能力ꎬ同样适用于卫星图像提取 ＳＦＬＳ
特征ꎬ目前已有多种应用于云雾分类的深度学习模

型ꎬ在算法中使用边界优化、迁移学习、结合概率图

模型等[２１－２３]ꎮ 因此ꎬ本研究使用全卷积神经网络与

全连接条件随机场相结合的模型ꎬ不依赖固定阈值

识别西北太平洋夜间 ＳＦＬＳꎮ

１　 数据与方法

１.１　 数据

使用日本葵花 ８ 号 (Ｈｉｍａｗａｒｉ￣８) 静止卫星

(ｈｔｔｐ: / / ｗｗｗ.ｊｍａ.ｇｏ.ｊｐ / ｊｍａ / ｉｎｄｅｘｅ.ｈｔｍｌ)所搭载高级

成像仪(Ａｄｖａｎｃｅｄ Ｈｉｍａｗａｒｉ ＩｍａｇｅｒｓꎬＡＨＩ)提供的 ３.９、
１０.４、１１.２ μｍ 通道红外亮温数据ꎬ关注区域为西北太

平洋(３０°Ｎ~６０°Ｎꎬ１３０°Ｅ ~１６０°Ｗ)ꎬ数据时间范围为

２０１６—２０２０ 年ꎮ 该卫星传感器有 １６ 个观测波段ꎬ包
括 ３ 个可见光通道、３ 个近红外通道、１０ 个红外通

道[２４]ꎮ 本文所用 Ｌ１ 级数据时间分辨率为 １０ ｍｉｎꎬ空
间分辨率为 ２ ｋｍꎬ等经纬度投影至 ０.０２°×０.０２°ꎮ

使用 ＣＡＬＩＰＳＯ 极轨卫星( ｈｔｔｐｓ: / / ｗｗｗ￣ｃａｌｉｐｓｏ.
ｌａｒｃ.ｎａｓａ.ｇｏｖ / )所搭载双波段云￣气溶胶正交偏振激

光 雷 达 ( Ｃｌｏｕｄ￣Ａｅｒｏｓｏｌ Ｌｉｄａｒ ｗｉｔｈ Ｏｒｔｈｏｇｏｎａｌ
ＰｏｌａｒｉｚａｔｉｏｎꎬＣＡＬＩＯＰ)提供的云层、气溶胶垂直特征

层分布(Ｖｅｒｔｉｃａｌ Ｆｅａｔｕｒｅ ＭａｓｋꎬＶＦＭ)产品云底高度

数据ꎬ结合 Ｈｉｍａｗａｒｉ￣８ 卫星数据进行样本标签的制

作、模型性能测试ꎮ 本文所用数据水平分辨率为

５ ｋｍꎬ垂直分辨率为 ３０ ｍꎮ ＣＡＬＩＰＳＯ 卫星数据时间

位于 ２ 次 Ｈｉｍａｗａｒｉ￣８ 卫星数据 (时间分辨率为

１０ ｍｉｎ)之间时ꎬ其与最近的 Ｈｉｍａｗａｒｉ￣８ 卫星数据时

间 距 离 为 ０ ~ ５ ｍｉｎꎻ ＣＡＬＩＰＳＯ 星 下 点 位 于

Ｈｉｍａｗａｒｉ￣８卫星数据点(空间分辨率为 ２ ｋｍ)网格中

时ꎬ其与最近的 Ｈｉｍａｗａｒｉ￣８ 卫星格点空间距离 ｄ 为

０~　 ２ ｋｍ(图 ２)ꎮ

２
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图 １　 ２０１６ 年 ６ 月 １９ 日 １３:３８ (世界时ꎬ下同)ＣＡＬＩＰＳＯ 卫星轨迹点的云底高度(ａ)和 １３:４０ Ｈｉｍａｗａｒｉ￣８ 卫星对应点的
３.９ μｍ 通道亮温(ｂ)、１０.４ μｍ 通道亮温(ｃ)、３.９ μｍ 与 １０.４ μｍ 通道的亮温差(ｄꎬ浅绿色区间范围为－５.５~ －２.５ Ｋ)

Ｆｉｇ.１　 Ｃｌｏｕｄ ｂａｓｅ ｈｅｉｇｈｔ (ａ) ｆｒｏｍ ＣＡＬＩＰＳＯ ａｔ １３:３８ ＵＴＣ １９ Ｊｕｎｅ ａｎｄ ｂｒｉｇｈｔ ｔｅｍｐｅｒａｔｕｒｅ ｏｆ ３.９ μｍ (ｂ)ꎬ ｂｒｉｇｈｔ ｔｅｍｐｅｒａｔｕｒｅ
ｏｆ １０.４ μｍ (ｃ)ꎬ ａｎｄ ｂｒｉｇｈｔ ｔｅｍｐｅｒａｔｕｒｅ ｄｉｆｆｅｒｅｎｃｅ (ｄꎬ ｇｒｅｅｎ ａｒｅａ ｒａｎｇｅｓ ｆｒｏｍ －５.５ Ｋ ｔｏ －２.５ Ｋ)

ｏｆ ３.９ μｍ ａｎｄ １０.４ μｍ ｆｒｏｍ Ｈｉｍａｗａｒｉ￣８ ａｔ １３:４０ ＵＴＣ １９ Ｊｕｎｅ ２０１６
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图 ２　 研究区域及数据示意图
Ｆｉｇ.２　 Ｓｔｕｄｙ ａｒｅａ ａｎｄ ｄａｔａ ｄｉａｇｒａｍ

　 　 使用欧洲中期天气预报中心基于多卫星观测的

全球海面温度(ｓｅａ ｓｕｒｆａｃｅ ｔｅｍｐｅｒａｔｕｒｅꎬＳＳＴꎻ空间分

辨率为 ０.０５°×０.０５°)逐日数据(ｈｔｔｐｓ: / / ｃｄｓ.ｃｌｉｍａｔｅ.
ｃｏｐｅｒｎｉｃｕｓ.ｅｕ / )进行 ＳＦＬＳ 检测ꎬ空间分辨率插值至

与 Ｈｉｍａｗａｒｉ￣８ 卫星数据相同ꎮ

使用全球海洋￣大气综合数据集( Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｍｐｒｅｈｅｎｓｉｖｅ Ｏｃｅａｎ￣ａｔｍｏｓｐｈｅｒｅ Ｄａｔａ Ｓｅｔꎬ ＩＣＯＡＤＳ)
补充检验测试集的个例(ｈｔｔｐ: / / ｉｃｏａｄｓ. ｎｏａａ. ｇｏｖ / )ꎮ
ＩＣＯＡＤＳ 数据来源于全球船舶、浮标、沿海观测站等

平台开展的海洋、大气观测ꎬ包含能见度、天气现象、

３
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气温、气压、风速、风向和 ＳＳＴ 等与雾相关的要素ꎮ
下文将能见度小于等于 １ ｋｍ 并且当时天气现象记

录为雾的观测归类为海雾ꎮ
１.２　 方法

１.２.１　 ＦＣＮ￣ＣＲＦ 模型

本研究使用全卷积神经网络与全连接条件随机

场相结合的模型 ( Ｆｕｌｌｙ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ ａｎｄ
Ｃｏｎｄｉｔｉｏｎａｌ Ｒａｎｄｏｍ ＦｉｅｌｄꎬＦＣＮ￣ＣＲＦ)ꎬ在 Ｔｅｎｓｏｆｌｏｗ ２.１
框架 上 搭 建 ＦＣＮ３２ｓ 模 型 ( ｈｔｔｐｓ: / / ｇｉｔｈｕｂ. ｃｏｍ /
ｆｅｎｇｓｈｉｌｉｎ / ｔｆ２.０￣ＦＣＮ)ꎮ 该模型在经典 ＣＮＮ 网络结构

Ｖｉｓｕａｌ Ｇｅｏｍｅｔｒｙ Ｇｒｏｕｐ １６(ＶＧＧ１６) [２５]的基础上ꎬ去掉

全连接层ꎬ增加分类层、反卷积层[２０]ꎬ可对样本逐像

素分类ꎮ 同时ꎬ为弥补 ＦＣＮ 上采样操作使分类结果

细节丢失、边缘过于平滑的缺点ꎬ使用 ＣＲＦ(ｈｔｔｐｓ: / /
ｇｉｔｈｕｂ.ｃｏｍ / ｌｕｃａｓｂ￣ｅｙｅｒ / ｐｙｄｅｎｓｅｃｒｆ)后处理 ＦＣＮ 结果ꎮ
ＣＲＦ 能够将每个像素点与其他像素点相连接[２６]ꎬ得
到更细致的分类边界ꎮ 图 ３ 为ＦＣＮ￣ＣＲＦ模型的结构ꎬ
卷积层按照设置的卷积核大小ꎬ滑动提取输入信号的

特征ꎻ池化层基于局部相关性原理进行下采样操作ꎬ
在减少数据量的同时保留有用信息[２７]ꎻ卷积操作降

低了图像的分辨率ꎬ反卷积操作将分辨率恢复到原样

本尺寸[２０]ꎻ最后经过 ＣＲＦ 细化分类结果ꎮ
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图 ３　 检测夜间 ＳＦＬＳ 的 ＦＣＮ￣ＣＲＦ 模型结构(箭头下方的数字乘积为卷积层、池化层、反卷积层的卷积核大小)
Ｆｉｇ.３　 ＦＣＮ￣ＣＲＦ ｓｔｒｕｃｔｕｒｅ ｆｏｒ ｎｉｇｈｔｔｉｍｅ ＳＦＬＳ ｄｅｔｅｃｔｉｏｎ (ｔｈｅ ｎｕｍｂｅｒ ｐｒｏｄｕｃｔ ｂｅｌｏｗ ｔｈｅ ａｒｒｏｗ ｉｓ ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎ ｋｅｒｎｅｌ

ｓｉｚｅ ｆｏｒ ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎꎬ ｐｏｏｌｉｎｇꎬ ａｎｄ ｄｅｃｏｎｖｏｌｕｔｉｏｎ ｌａｙｅｒｓ)

１.２.２　 夜间海雾 /低云检测方法

图 ４ 为基于 ＦＣＮ￣ＣＲＦ 模型的夜间 ＳＦＬＳ 检测方

法设计流程ꎮ 首先对 Ｈｉｍａｗａｒｉ￣８ 卫星的亮温数据

进行投影、插值等数据预处理ꎬ然后根据 ＣＡＬＩＰＳＯ
卫星 ＶＦＭ 产品的云底高度数据得到目标分类ꎬ结合

亮温数据进行数据时空匹配、数据增强ꎬ得到夜间

ＳＦＬＳ 样本ꎬ加入海陆模板、ＳＳＴ 数据形成 ＦＣＮ 数据

集(包含训练集和测试集)ꎮ 对于训练集ꎬ经过调整

参数和通道ꎬ得到最佳 ＦＣＮꎬ结合 ＣＲＦ 的后处理操

作构成 ＦＣＮ￣ＣＲＦ 模型ꎮ 对于测试集ꎬ根据ＦＣＮ￣ＣＲＦ
模型的检测结果ꎬ对比 ＶＦＭ 产品、ＤＣＤ 法、ＩＣＯＡＤＳ
观测数据以测试模型性能ꎮ
１.２.３　 评估方法

本研究根据二分类混淆矩阵(表 １) [２７]ꎬ其中

ＴＰ、ＦＮ、ＦＰ、ＴＮ 分别代表真阳性、假阴性、假阳性和

真阴 性 的 样 本 总 数ꎬ 使 用 总 体 准 确 度 ( ｏｖｅｒａｌｌ
ａｃｃｕｒａｃｙꎬ ＯＡ )、 检 出 率 ( ｐｒｏｂａｂｉｌｉｔｙ ｏｆ ｄｅｔｅｃｔｉｏｎꎬ
ＰＯＤ)、虚警率( ｆａｌｓｅ ａｌａｒｍ ｒａｔｉｏꎬＦＡＲ)、临界成功指

数(ｃｒｉｔｉｃａｌ ｓｕｃｃｅｓｓ ｉｎｄｅｘꎬＣＳＩ)、Ｈａｎｓｓｅｎ￣Ｋｕｉｐｅｒ 技能

分数(Ｈａｎｓｓｅｎ￣Ｋｕｉｐｅｒ Ｓｋｉｌｌ ＳｃｏｒｅꎬＫＳＳ)和 Ｈｅｉｄｋｅ 技

能分数(Ｈｅｉｄｋｅ Ｓｋｉｌｌ ＳｃｏｒｅꎬＨＳＳ)这 ６ 种指标[２８－２９]进

行夜间 ＳＦＬＳ 检测模型性能评价(表 ２)ꎮ 利用 ＯＡ
和损失(ｌｏｓｓ)判断 ＦＣＮ 的训练效果ꎬＯＡ 代表正确分

类的概率ꎬｌｏｓｓ 代表预测值与标签分类的差异程度ꎮ

表 １　 夜间 ＳＦＬＳ 的混淆矩阵
Ｔａｂｌｅ １　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｏｆ ｎｉｇｈｔｔｉｍｅ ＳＦＬＳ

预测标签
样本标签

ＳＦＬＳ 非 ＳＦＬＳ

ＳＦＬＳ ＴＰ (ｔｒｕｅ ｐｏｓｉｔｉｖｅ) ＦＮ (ｆａｌｓｅ ｎｅｇａｔｉｖｅ)

非 ＳＦＬＳ ＦＰ (ｆａｌｓｅ ｐｏｓｉｔｉｖｅ) ＴＮ (ｔｒｕｅ ｎｅｇａｔｉｖｅ)

２　 模型训练

２.１　 标签与样本制作

大量高准确度的训练数据对于深度学习方法至

关重要ꎬ由于缺少实时海上观测ꎬ本研究选择卫星遥

感数据ꎬ即使用 ＣＡＬＩＰＳＯ 卫星 ＶＦＭ 产品的云底高

４
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度数据定义训练样本的标签(图 ５)ꎮ
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图 ４　 夜间 ＳＦＬＳ 检测方法流程
Ｆｉｇ.４　 Ｗｏｒｋｆｌｏｗ ｏｆ ｎｉｇｈｔｔｉｍｅ ＳＦＬＳ ｄｅｔｅｃｔｉｏｎ

表 ２　 夜间 ＳＦＬＳ 检测结果的评价指标

Ｔａｂｌｅ ２　 Ｅｖａｌｕａｔｉｏｎ ｍｅｔｒｉｃｓ ｏｆ ｎｉｇｈｔｔｉｍｅ ＳＦＬＳ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ

评价指标 公式

总体准确度 ＯＡ＝ ＴＰ＋ＴＮ
ＴＰ＋ＦＰ＋ＦＮ＋ＴＮ

检出率 ＰＯＤ＝ ＴＰ
ＴＰ＋ＦＰ

虚警率 ＦＡＲ＝ ＦＮ
ＴＰ＋ＦＮ

临界成功指数 ＣＳＩ＝
ＴＰ

ＴＰ＋ＦＮ＋ＦＰ

ＫＳＳ 技能分数 ＫＳＳ＝ＰＯＤ－ＦＡＲ

ＨＳＳ 技能分数 ＨＳＳ＝
２(ＴＰ×ＴＮ－ＦＮ×ＦＰ)

ＴＰ＋ＦＰ( ) ＦＰ＋ＴＮ( ) ＋(ＴＰ＋ＦＮ)(ＦＮ＋ＴＮ)

　 　 Ｃｏｔｔｏｎ 等[３０] 提出海洋层积云和雾的动力学形

成机制少有明显区别ꎬ且层积云和层云在时间尺度、
液态水含量等方面与雾的差异较小ꎮ 层积云和层云

云底高度低于 ２ ｋｍ[３１]ꎬ因此本文将云底高度 ２ ｋｍ
以下的 ＣＡＬＩＰＳＯ 卫星轨迹点定义为 ＳＦＬＳ 点ꎬ同理

得到云底高度 ２ ｋｍ 以上为中高云点、无云为晴空水

体点(图 ５ａ)ꎮ 连续 １０ 个以上相同分类的点视为一

个样本区域(图 ５ｂ)ꎬ考虑到中高云水平尺度相对较

小ꎬ连续 ５ 个以上中高云点则视为一个中高云区ꎬ视
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图 ５　 ２０１７ 年 ５ 月 ３ 日 １６:２０ ＳＦＬＳ 样本制作示意图(ａ. ＣＡＬＩＰＳＯ 原始轨迹线ꎻｂ. ＣＡＬＩＰＳＯ 连续分类区域(原始样本)筛选ꎻ
ｃ、ｄ.动态区域增长ꎬ线段为原始样本ꎬ正方形色块为增长后的样本ꎻｅ、ｆ.虚假增长区域消除(正方形色块中的空缺点)ꎻ

ａ、ｂ 中绿色线为 ＳＦＬＳ、黑色线为晴空水体、紫色线为中高云ꎬ色阶为 ３.９ μｍ 与 １０.４ μｍ 通道亮温差)
Ｆｉｇ.５　 Ｓａｍｐｌｅ ｍａｋｉｎｇ ｄｉａｇｒａｍ ｏｆ ａ ＳＦＬＳ ｃａｓｅ ａｔ １６:２０ ＵＴＣ ３ Ｍａｙ ２０１７ (ａ. ＣＡＬＩＰＳＯ ｏｒｉｇｉｎａｌ ｔｒａｃｋ ｌｉｎｅꎻ ｂ. ＣＡＬＩＰＳＯ

ｃｏｎｔｉｎｕｏｕｓ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｒｅａ (ｏｒｉｇｉｎａｌ ｓａｍｐｌｅｓ) ｆｉｌｔｅｒｉｎｇꎻ ｃ / ｄ. ｄｙｎａｍｉｃ ａｒｅａ ｇｒｏｗｔｈꎬ ｌｉｎｅｓ ａｒｅ ｏｒｉｇｉｎａｌ ｓａｍｐｌｅｓ
ａｎｄ ｓｑｕａｒｅｓ ａｒｅ ｓａｍｐｌｅｓ ａｆｔｅｒ ｇｒｏｗｔｈꎻ ｅ / ｆ. ｆａｌｓｅ ｇｒｏｗｔｈ ａｒｅａ ｅｌｉｍｉｎａｔｉｏｎ (ｅｍｐｔｙ ｐｏｉｎｔｓ ｉｎ ｓｑｕａｒｅｓ)ꎻ
ｉｎ Ｆｉｇ.５ａ ａｎｄ Ｆｉｇ.５ｂꎬ ｇｒｅｅｎ ｌｉｎｅ ｉｓ ＳＦＬＳꎬ ｂｌａｃｋ ｌｉｎｅ ｉｓ ｃｌｅａｒꎬ ａｎｄ ｐｕｒｐｌｅ ｌｉｎｅ ｉｓ ｍｅｄｉｕｍ / ｈｉｇｈ ｃｌｏｕｄꎬ

ｃｏｌｏｒ ｓｃａｌｅ ｉｓ ｂｒｉｇｈｔ ｔｅｍｐｅｒａｔｕｒｅ ｄｉｆｆｅｒｅｎｃｅ ｂｅｔｗｅｅｎ ３.９ μｍ ａｎｄ １０.４ μｍ)

５
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为原始样本区域 ａꎮ 即在 ＣＡＬＩＰＳＯ 卫星轨迹上ꎬ所
选 ＳＦＬＳ、晴空水体样本的长度不少于 ５０ ｋｍꎬ中高云

不少于 ２５ ｋｍꎮ
将 ＣＡＬＩＰＳＯ、Ｈｉｍａｗａｒｉ￣８ 卫星数据时空匹配(由

１.１ 节得ꎬ时间误差 ｔ≤５ ｍｉｎꎬ空间误差ｈ≤　 ２ ｋｍ)ꎬ根
据云雾在一定时间空间内稳定维持、水平区域各个

方向上微物理特征相似ꎬ将所选样本视为均匀的云

雾区ꎬ对于 Ｈｉｍａｗａｒｉ￣８ 卫星数据在 ａ 处动态区域增

长ꎮ 若 ａ 的长度为 ｘꎬ以 ａ 做中心垂直线ꎬ长度 ｘ 以

内的数据点视为相同分类标签ꎬ得到边长为 ｘ 的正

方形样本区域(图 ５ｃ、ｄ)ꎮ 结合 ａ 处前后 １ ｈ 内数

据、增长区域滞后 １０ ｍｉｎ 的前后 １ ｈ 内数据ꎬ采用因

果分析方法[３２]消除虚假增长区域(图 ５ｅ、ｆ)ꎮ 为方

便模型训练ꎬ样本像素值设为 ２５６×２５６ꎬ即每个样本

含 ２５６×２５６＝ ６５ ５３６ 个 Ｈｉｍａｗａｒｉ￣８ 卫星数据点ꎮ 训

练样本 ａ 区域及增长区域以外的数据点定义为不

确定ꎬ不参与训练ꎮ 多层云的情况下ꎬＨｉｍａｗａｒｉ￣８
卫星无法穿透高层云、探测较低的 ＳＦＬＳꎬ因此根据

ＣＡＬＩＰＳＯ 卫星观测到的云层数剔除了多层云

样本ꎮ
经过 筛 选ꎬ 得 到 ２ ０９５ 个 存 在 ＳＦＬＳ 点 的

ＣＡＬＩＰＳＯ 卫星时次ꎮ 根据 ２.１ 节提出的标签定义

方法ꎬ得到 ＳＦＬＳ、中高云、晴空水体样本数量分别

为２ １１７、３ １４６、２ ２９２个ꎮ 为避免不同类别样本的

数量不平衡使模型训练效果下降[３３] ꎬ中高云、晴空

水体样本随机抛弃至与 ＳＦＬＳ 样本数量相等ꎬ以
４:１的比例随机分为训练集 ( ４ ７６３) 和测试集

(１ ８８８)ꎮ
２.２　 参数与通道选择

ＦＣＮ 的初始化权重函数选择双线性上采样函

数ꎬ激活函数选择线性整流函数[３４]ꎬ在池化层中使

用平均池化方法ꎬ根据不同参数的准确率和损失变

化趋势优化 ＦＣＮꎮ 模型迭代轮次设置为 ５０ꎬ即对整

个训练集覆盖训练 ５０ 次ꎬ每个轮次更新权重、获得

损失值ꎬ训练样本总次数约 ２３.８ 万ꎮ
选择 Ｈｉｍａｗａｒｉ￣８ 卫星通道 ７、 １３、 １４ 和 ＳＳＴ

(表 ３)训练 ＦＣＮꎬ具有不同通道组合的 ６ 个特征集

(表 ４)将在 ３.１ 节中依据 ＦＣＮ 训练结果进行比较ꎮ
ＦＣＮ 加载了 ＶＧＧ１６ 模型中的 ＩｍａｇｅＮｅｔ 及其网络权

重ꎬ以提高训练的收敛速度ꎻ由于 ＩｍａｇｅＮｅｔ 限制 ３
通道输入ꎬ下文方案均使用 ３ 种数据通道ꎮ

表 ３　 ＦＣＮ 所用卫星通道及其他辅助数据
Ｔａｂｌｅ ３　 Ｓａｔｅｌｌｉｔｅ ｃｈａｎｎｅｌｓ ａｎｄ ｏｔｈｅｒ ａｕｘｉｌｉａｒｙ ｄａｔａ ｃｈａｎｎｅｌｓ

ｐｏｔｅｎｔｉａｌｌｙ ｕｓｅｆｕｌ ｆｏｒ ＦＣＮ
温度 / Ｋ 中心波长 / μｍ 含义 应用

Ｂ７ ３.９ 中波红外亮温 发射率差异[１６]

Ｂ１３ １０.４

Ｂ１４ １１.２
长波红外亮温 云顶温度[３５]

ＳＳＴ — 海面温度 云 / 雾[８]

Ｂ７－Ｂ１３ —
中、长波红

外亮温差
粒子尺度[３６]

ＳＳＴ－Ｂ１３ —
海面温度与长波红

外亮温差
云 / 雾顶高度[３７]

　 　 注:Ｂ７、Ｂ１３ 和 Ｂ１４ 分别为 Ｈｉｍａｗａｒｉ￣８ 卫星第 ７、１３ 和 １４ 个通道
的亮温ꎬ“—”表示无中心波长信息ꎮ

表 ４　 六种数据通道及损失函数组合方案的训练效果
Ｔａｂｌｅ ４　 Ｅｖａｌｕａｔｉｏｎ ｏｆ ６ ｆｅａｔｕｒｅ ｓｅｔｓ ｉｎｃｌｕｄｉｎｇ ｄｉｆｆｅｒｅｎｔ

ｄａｔａ ｃｈａｎｎｅｌｓ ａｎｄ ｌｏｓｓ ｆｕｎｃｔｉｏｎｓ
特征集 数据通道 损失函数 ＯＡ ｌｏｓｓ

１ Ｂ７、Ｂ１３、Ｂ１４ ｓｏｆｔｍａｘ ｌｏｓｓ ０.９０８ ０.８２５

２ Ｂ７、Ｂ１３、Ｂ１４
ｓｏｆｔｍａｘ ｃｒｏｓｓ ｅｎｔｒｏｐｙ

ｗｉｔｈ ｌｏｇｉｔｓ
０.９１７ ０.８４３

３ Ｂ７、Ｂ１３、Ｂ１４ ｃａｔｅｇｏｒｉｃａｌ ｃｒｏｓｓｅｎｔｒｏｐｙ ０.９０１ ０.２２９

４ Ｂ７、Ｂ１３、Ｂ７－Ｂ１３ ｃａｔｅｇｏｒｉｃａｌ ｃｒｏｓｓｅｎｔｒｏｐｙ ０.９１２ ０.２２５

５ Ｂ７、Ｂ７－Ｂ１３、ＳＳＴ ｃａｔｅｇｏｒｉｃａｌ ｃｒｏｓｓｅｎｔｒｏｐｙ ０.９２４ ０.１４６

６ Ｂ７、Ｂ７－Ｂ１３、ＳＳＴ－Ｂ１３ ｃａｔｅｇｏｒｉｃａｌ ｃｒｏｓｓｅｎｔｒｏｐｙ ０.９２１ ０.１３５

３　 结果与讨论

３.１　 ＦＣＮ 训练结果分析

通过调整网络结构和参数ꎬ使用特征集 ６ 的

ＦＣＮ 性能最佳(表 ４)ꎬ其 ＯＡ 为 ０.９２１ꎬｌｏｓｓ 为 ０.１３５ꎮ
ＯＡ 略低于使用 ＳＳＴ 数据的特征集 ５ꎬ但具有最低的

ｌｏｓｓ 值ꎬ表明该模型的泛化能力最优、预测值与真实

值最接近ꎮ 因此ꎬ使用 Ｂ７、Ｂ７－Ｂ１３、ＳＳＴ－Ｂ１３ 数据

建立 ＦＣＮꎮ
在特征集 １、２、３ 中ꎬ对于相同数据通道选择不同

的损失函数ꎬ结果表明交叉熵损失函数更适用于夜间

ＳＦＬＳ 检测ꎬ该函数表示实际输出与期望输出分类概

率的差异ꎬ另外两种 ｓｏｆｔｍａｘ 损失函数在训练中下降

趋势不明显ꎬ无法达到优化目的[３８]ꎮ 对比特征集 ３
和 ４ꎬ以 Ｂ７－Ｂ１３ 代替单独使用卫星不同波段ꎬ效果提

升不明显ꎬ可能是因为 ＦＣＮ 主动学习到不同通道数

据之间的关系ꎮ 对比特征集 ４、５、６ꎬ额外加入 ＳＳＴ 相

关数据明显提升了训练效果ꎮ 有研究发现云雾顶部

与海表面之间的温差(ＳＳＴ－Ｂ１３)在 ＳＦＬＳ 检测中起到

明显作用[８ꎬ３９]ꎬ该数据同样适用于本研究ꎮ

６
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３.２　 ＦＣＮ￣ＣＲＦ 测试对比

基于训练所得 ＦＣＮꎬ结合 ＣＲＦ 后处理模块ꎬ得到

测试集检测结果ꎮ 在 ＣＲＦ 部分ꎬ调整了与 ＦＣＮ 分类

结果相关的一元势能ꎬ将差异较大的像素分配给不同

标签的二元势能参数ꎮ 根据 ＣＡＬＩＰＳＯ 卫星的分类ꎬ
对比 ＦＣＮ￣ＣＲＦ 与 ＤＣＤ 法(表 ５)ꎬＦＣＮ￣ＣＲＦ 的 ＯＡ 为

０.８１９ꎬＰＯＤ 为 ０.６１１ꎬＦＡＲ 为 ０.１７４ꎬＣＳＩ 指数为 ０.５４１ꎬ
ＫＳＳ 评分为 ０.４３６ꎬＨＳＳ 评分为 ０.５７７ꎮ 在 ＤＣＤ 法中ꎬ
ＳＦＬＳ 的阈值区间为－７ ~ －１ Ｋ 时检测效果最好ꎬ且
ＰＯＤ 略高于 ＦＣＮ￣ＣＲＦꎬ但误判率 ＦＡＲ 明显过高ꎬ其
他评分指数均低于 ＦＣＮ￣ＣＲＦꎻ当 ＤＣＤ 法的阈值上限

提高ꎬＰＯＤ 与 ＦＡＲ 数值同时增大ꎮ 相对于此类固定

阈值方法ꎬＦＣＮ￣ＣＲＦ 可将像素点关联起来ꎬ感知更大

区域的数据ꎬ更好地顾及纹理、边界及其他空间信息ꎮ

表 ５　 ＦＣＮ￣ＣＲＦ和 ＤＣＤ方法测试集检测结果的评估
Ｔａｂｌｅ ５　 Ｅｖａｌｕａｔｉｏｎ ｏｆ ＦＣＮ￣ＣＲＦ ａｎｄ ＤＣＤ ｍｅｔｈｏｄ ｉｎ ｔｅｓｔ ｓｅｔ
方法 取值范围∗ ＯＡ ＰＯＤ ＦＡＲ ＣＳＩ ＫＳＳ ＨＳＳ

ＦＣＮ￣ＣＲＦ ０.８１９ ０.６１１ ０.１７４ ０.５４１ ０.４３６ ０.５７７

ＤＣＤ

[－５.５ꎬ －２.５] ０.７４０ ０.３５７ ０.２７６ ０.３１４ ０.０８１ ０.３３１

[－６.０ꎬ －２.５] ０.７４１ ０.３６２ ０.２７６ ０.３１８ ０.０８６ ０.３３５

[－７.０ꎬ －２.５] ０.７４２ ０.３６３ ０.２７６ ０.３１９ ０.０８７ ０.３３５

[－７.０ꎬ －２.０] ０.７６８ ０.４８３ ０.２７１ ０.４０９ ０.２１２ ０.４２９

[－７.０ꎬ －１.０] ０.７９５ ０.６８５ ０.３０５ ０.５２６ ０.３７９ ０.５３６

[－７.０ꎬ －０.５] ０.６９６ ０.７６２ ０.４６９ ０.４５５ ０.２９３ ０.３８４

　 　 注:“∗”表示阈值区间为 ＳＦＬＳ 的 ３.９ μｍ、１０.４ μｍ 双通道亮温

差取值范围ꎮ

３.３　 海雾 /低云检测个例分析

图 ６、７、８ 为 ＦＣＮ￣ＣＲＦ 对于测试集的夜间 ＳＦＬＳ
检测 个 例ꎬ 并 与 ＤＣＤ 法、 ＣＡＬＩＰＳＯ 卫 星 分 类、
Ｈｉｍａｗａｒｉ￣８ 卫星红外通道亮温对比ꎬ图 ６、８ 个例区

域内具有 ＩＣＯＡＤＳ 观测记录ꎮ ＦＣＮ￣ＣＲＦ 能检测出

具有清晰边界的各分类ꎬ且区域范围明显依赖亮温

特征ꎮ ２０１７ 年 ５ 月 ７ 日个例(图 ６)中ꎬＦＣＮ￣ＣＲＦ 的

ＳＦＬＳ 范围与 ＣＡＬＩＰＳＯ 轨迹、ＤＣＤ 方法相似(图 ６ａ、
ｂ)ꎬＩＣＯＡＤＳ 观测站点处检测正确ꎮ 结合红外通道

亮温图像(图 ６ｃ、ｄ)ꎬ４７° ~ ４９°Ｎꎬ１５７° ~ １５８°Ｅ 亮温

变化较大的区域可能为晴空水体与少量中高云ꎬ
ＤＣＤ 法误判为大范围 ＳＦＬＳꎮ ＦＣＮ￣ＣＲＦ 检测结果为

中高云及少量晴空水体ꎬＦＣＮ 将该区域分类为连续

晴空水体ꎬＣＲＦ 存在过度消除ꎮ
图 ７、８ 为 ２０２０ 年 ６ 月 ２５ 日个例ꎬ１６:０９ 个例

(图 ７)ＤＣＤ 法及 ＦＣＮ￣ＣＲＦ 的 ＳＦＬＳ 检测结果均偏大

(图 ７ａ、ｂ)ꎮ 对于 ４５° ~ ４６°Ｎ 分类边缘区域ꎬＦＣＮ￣
ＣＲＦ 略优于 ＤＣＤ 法ꎬ且识别出大部分中高云点ꎮ 根

据 ＣＡＬＩＰＳＯ 卫星数据ꎬ该个例 ＳＦＬＳ 的云 /雾顶高度

较低ꎬ与晴空水体交界处仅为 ７０ ~ １９０ ｍꎬ因此

ＳＦＬＳ、晴空水体的红外亮温差异较小ꎬ识别困难ꎮ
该个例的中高云点云底高度均高于 ８ ０００ ｍꎬ结

合红外亮温图像(图 ７ｃ、ｄ)ꎬ４３° ~４５°Ｎ、１５６° ~１５８°Ｅ
为高云及晴空水体ꎮ 但 ＣＡＬＩＰＳＯ 卫星的中高云及

晴空水体的分类边界ꎬ与 Ｈｉｍａｗａｒｉ￣８ 卫星红外亮温

的高低温边界存在偏差ꎬ可能由于两种数据存在时

空误差ꎬ高云较快的移动速度也会加大偏差ꎮ 根据

ＣＡＬＩＰＳＯ 卫星数据ꎬ４５°Ｎ 附近的晴空水体与高云之

间有云区和气溶胶过渡层ꎬＶＦＭ 产品将其大部分识

别为云ꎬ与红外亮温高于 ２７５ Ｋ 的区域对应ꎮ 因此

该区域的 ＶＦＭ 产品云检测可能存在误差ꎬ从而造成

边界检测的误差ꎮ 虽然范围较小ꎬ但一定程度上会

影响附近数据的分类ꎮ
１８:００ 个例(图 ８) ＩＣＯＡＤＳ 观测站点处检测正

确(图 ８ａ、ｂ)ꎬＦＣＮ￣ＣＲＦ 的 ＳＦＬＳ 分类区域与 ３.９ μｍ
红外亮温图像(图 ８ｃ)特征相似ꎬ低亮温区域(图
８ｃ、ｄ)可能为中高云ꎬ未被检测出ꎮ
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图 ６　 ２０１７ 年 ５ 月 ７ 日 １５:５８ ＳＦＬＳ 个例(实线为 ＣＡＬＩＰＳＯ 卫星轨迹ꎬ黑色线为 ＳＦＬＳꎬ绿色线为晴空水体ꎬ
黑色三角为 １６:００ ＩＣＯＡＤＳ 观测为雾的站点)

Ｆｉｇ.６　 ＳＦＬＳ ｃａｓｅ ａｔ １５:５８ ＵＴＣ ７ Ｍａｙ ２０１７ (ｓｏｌｉｄ ｌｉｎｅ ｉｓ ＣＡＬＩＰＳＯ ｔｒａｃｋ ｌｉｎｅꎬ ｂｌａｃｋ ｌｉｎｅ ｉｓ ＳＦＬＳꎬ
ｇｒｅｅｎ ｌｉｎｅ ｉｓ ｃｌｅａｒꎬ ａｎｄ ｂｌａｃｋ ｔｒｉａｎｇｌｅ ｉｓ ｓｔａｔｉｏｎ ｏｂｓｅｒｖｅｄ ｗｉｔｈ ｆｏｇ ｆｒｏｍ ＩＣＯＡＤＳ ａｔ １６:００ ＵＴＣ)
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图 ７　 ２０２０ 年 ６ 月 ２５ 日 １６:０９ ＳＦＬＳ 个例(实线为 ＣＡＬＩＰＳＯ 卫星轨迹ꎬ 黑色线为 ＳＦＬＳꎬ
白色线为中高云ꎬ 绿色线为晴空水体)

Ｆｉｇ.７　 ＳＦＬＳ ｃａｓｅ ａｔ １６:０９ ＵＴＣ ２５ Ｊｕｎｅ ２０２０ (ｓｏｌｉｄ ｌｉｎｅ ｉｓ ＣＡＬＩＰＳＯ ｔｒａｃｋ ｌｉｎｅꎬ ｂｌａｃｋ ｌｉｎｅ ｉｓ ＳＦＬＳꎬ
ｗｈｉｔｅ ｌｉｎｅ ｉｓ ｍｅｄｉｕｍ / ｈｉｇｈ ｃｌｏｕｄꎬ ａｎｄ ｇｒｅｅｎ ｌｉｎｅ ｉｓ ｃｌｅａｒ)

８
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图 ８　 ２０２０ 年 ６ 月 ２５ 日 １８:００ ＳＦＬＳ 个例(黑色三角为 １８:００ ＩＣＯＡＤＳ 观测记录为雾的站点)
Ｆｉｇ.８　 ＳＦＬＳ ｃａｓｅ ａｔ １８:００ ＵＴＣ ２５ Ｊｕｎｅ ２０２０ (ｂｌａｃｋ ｔｒｉａｎｇｌｅ ｉｓ ｓｔａｔｉｏｎ ｏｂｓｅｒｖｅｄ ｗｉｔｈ ｆｏｇ

ｆｒｏｍ ＩＣＯＡＤＳ ａｔ １８:００ ＵＴＣ)

４　 结论

本研究使用 ＣＡＬＩＰＳＯ、Ｈｉｍａｗａｒｉ￣８ 卫星数据ꎬ基
于卷积神经网络提出了西北太平洋夜间海雾 /低云

检测方法ꎬ主要结论如下:
(１)在海上实时观测数据匮乏的情况下ꎬ根据

云雾 的 时 间 持 续 性、 水 平 均 匀 性 特 征ꎬ 使 用

ＣＡＬＩＰＳＯ 卫星的云底高度数据制作深度学习方法

训练所需的各分类标签ꎬ并与 Ｈｉｍａｗａｒｉ￣８ 卫星数据

相结合ꎬ通过数据增强处理得到较高空间分辨率样

本ꎬ为夜间 ＳＦＬＳ 检测提供可行性ꎮ
(２)根据 ２０１６—２０２０ 年 ２ ０９５ 个时次的夜间

ＳＦＬＳꎬ得到 ４ ７６３ 个训练样本ꎬ构建 ＦＣＮ￣ＣＲＦ 模型ꎮ
经过测试集的性能评估ꎬ该模型 ＯＡ 为 ０.８１９ꎬＰＯＤ
为 ０.６１１ꎬＦＡＲ 为 ０.１７４ꎬＣＳＩ 指数为 ０.５４１ꎬＫＳＳ 评分

为 ０.４３６ꎬＨＳＳ 评分为 ０.５７７ꎬ整体优于 ＤＣＤ 法ꎮ
(３)夜间 ＳＦＬＳ 个例显示ꎬＦＣＮ￣ＣＲＦ 模型能够检

测出具有清晰边界的各分类区域ꎬ对于细节的处理

仍有改进空间ꎬ但结果较准确ꎬ且分类明显依赖红外

通道亮温数值的特征ꎮ
因海上的观测数据较少ꎬ对于夜间海雾 /低云检

测ꎬ标签的获取和制作仍然是难点ꎬ其准确性影响了

模型训练效果ꎮ 更大规模真实准确的分类标签、更
先进的目标识别增长方法、更能针对细节的深度学

习模型ꎬ能够有利于本研究方法的优化改进ꎮ

致谢: Ｈｉｍａｗａｒｉ￣８ 卫 星 数 据 由 日 本 气 象 厅 提 供

(ｈｔｔｐ: / / ｗｗｗ. ｊｍａ. ｇｏ. ｊｐ / ｊｍａ / ｉｎｄｅｘｅ. ｈｔｍｌ)ꎬ ＣＡＬＩＰＳＯ
卫星数据由 ＣＡＬＩＰＳＯ 网站提供(ｈｔｔｐｓ: / / ｗｗｗ￣ｃａｌｉｐｓｏ.
ｌａｒｃ.ｎａｓａ.ｇｏｖ / )ꎬＳＳＴ 数据由欧洲中期天气预报中心提

供(ｈｔｔｐｓ: / / ｃｄｓ.ｃｌｉｍａｔｅ.ｃｏｐｅｒｎｉｃｕｓ.ｅｕ / )ꎬＩＣＯＡＤＳ 数据

由 ＮＯＡＡ 提供(ｈｔｔｐ: / / ｉｃｏａｄｓ.ｎｏａａ.ｇｏｖ / )ꎮ ＦＣＮ 模型

基础代码来自 ｈｔｔｐｓ: / / ｇｉｔｈｕｂ. ｃｏｍ / ｆｅｎｇｓｈｉｌｉｎ / ｔｆ２. ０￣
ＦＣＮꎬＣＲＦ 模型基础代码来自 ｈｔｔｐｓ: / / ｇｉｔｈｕｂ. ｃｏｍ /

９
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